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Özetçe

Biyomedikal verinin elde edilmesi ve kullanılması gelişen teknoloji ile üstel olarak artmaktadır. Bu noktada biyomedikal veriyi hızlı ve doğru biçimde analiz edecek sistemlere ihtiyaç duyulmaktadır. Bu sistemlerin bazıları veriyi analiz edip sınıflandırarak doktorlara ve klinisyenlere yardımcı olmaktadır. Bu çalışmada Wisconsin göğüs kanseri veri tabanı kullanılmıştır. Doğrusal ayırtaç ve yapay sinir ağı sınıflandırıcıları oluşturulmuş, göğüs kanseri verileri ile eğitilip test edilmiştir. Sınıflandırıcı başarımları k-en yakın komşu sınıflandırıcı ile karşılaştırılmıştır. Çapraz sağlama yöntemi ile sınıflandırıcı genel başarım oranları; doğrusal sınıflandırıcı için %96.50, yapay sinir ağı için % 98.63 ve k-en yakın komşu için %96.60 olarak hesaplanmıştır.
1. Giriş

Son on beş yıl içinde biyomedikal veri analiz teknikleri sağlık alanında geniş çaplı olarak kullanılmaya başlanmıştır. Büyük veri yığınları içinden, veri madenciliği ve istatistiksel analiz yöntemleri ile değerli bilgiler elde edilmektedir. Bu bilgiler bilgisayar destekli tanı çalışmalarında, doktorların doğru karar vermelerine yardımcı olmakta, sağlık uygulamalarının gelişmesine katkıda bulunmaktadır. 
Bilgisayar destekli biyomedikal veri analizi ve tanı çalışmaları birçok tıp alanını kapsamaktadır. Bunlardan bazıları bağırsak, deri, prostat, göğüs, serviks ve karaciğer gibi biyolojik dokular ile gerçekleştirilmiştir [1,2,3,4,5]. Smir örneklerinin otomatik olarak tekrar kontrolünü yapan bazı sistemler Grohs ve arkadaşları [6] tarafından değerlendirilmiştir. İmge analizinin sitolojideki uygulamaları ile ilgili genel bir değerlendirme [7]’de verilmiştir.

Bu çalışmada  Wisconsin Madison Üniversitesi, Klinik Bilimler Merkezi’nin göğüs kanseri veri tabanı [8, 9] kullanılmıştır. Veri tabanında, ince iğne aspirasyon yöntemi ile elde edilmiş  toplam 699 örnek bulunmaktadır.  Bunlardan 241’i kötü huylu (kanser), 458’i de iyi huylu tümör örnekleridir. Her örnek uzman tarafından değerlendirilerek dokuz farklı fiziksel özelliği 1-10 arasında puanlanmıştır. Bunlar örneklerin öznitelik vektörünü oluşturmaktadır. Örnekler, kanser olup olmama durumuna göre uzman tarafından ayrıca etiketlenmiştir. Öznitelikler şu şekilde açıklanmaktadır: Hücre topluluğu kalınlığı, topluluktaki hücre boyutlarının eşitliği, hücre şekillerinin aynı olması, hücrelerin çevreye yapışma miktarı, tek epitel hücre boyutu,  hücre çekirdeğinin çevre sitoplazmaya oranı, kromatin dağılımı, normal çekirdekçik, mitoz sıklığı. 
2. Yöntem
Bir örüntü tanıma sistemi temelde üç parçadan oluşur. Bunlar: Veri alma ve ön işleme, veriyi temsil edecek öznitelikleri çıkarma ve sınıflandırmadır. Bu çalışmada kullanılan sistem bileşenleri aşağıda açıklanmaktadır.

2.1. Öznitelik Seçimi

Sınıflandırmada kullanılacak öznitelik vektörünü oluşturmak için, toplam 9 öznitelikten  en iyi olanlar (p < 0.001), t-test ile kontrol edilmiştir. Burada p-seviyesi, gözlenen sonucun geçerliliğindeki hata olasılığını vermektedir. Tüm öznitelikler t-test’de başarılı olmuştur.  Bu vektör içinden en iyi ayrım gücüne sahip öznitelik kombinasyonunu bulmak ve vektör boyutunu azaltmak için ardışıl ileri seçim yöntemi [10] kullanılmıştır. Ardışıl ileri seçim yönteminde öncelikle en iyi öznitelik seçilmiş, daha sonra, her defasında bir öznitelik eklenerek kriter fonksiyonunu eniyileştiren öznitelik bileşimi bulunmuştur. Elde edilen vektör 5 bileşene sahiptir ve bu öznitelikler, en iyiden başlayarak, hücre çekirdeğinin çevre sitoplazmaya oranı, topluluktaki hücre boyutlarının eşitliği, Hücre topluluğu kalınlığı, normal çekirdekçik ve kromatin dağılımı olarak sıralanmaktadır.

2.2. Sınıflandırıcı

Sınıflandırma, bir örüntü tanıma sisteminin son aşamasında bulunmaktadır ve bu çalışmada Wisconsin göğüs kanseri örneklerine tanı (kötü huylu/iyi huylu tümör) koymak amacı ile kullanılmıştır. Sınıflandırıcıların tümü de gözeticilidir ve özellikleri aşağıda özetlenmiştir. Doğrusal ayırtaç analizi ile sınıflandırıcı oluşturulurken, gruplar arası varyansın en-çoklanması, grup içi varyans ortalamasının da en-azlanması gerekmektedir. Bunun için bir eniyileştirme yapılmaktadır. Sınıflandırıcıların, kullanılmadan önce eğitilmeleri gerekmektedir. Eğitim sonucunda sınıflandırıcı, öznitelik uzayındaki örüntü sınıfları arasında karar sınırları oluşturur. Sınıflandırıcı istatistiksel ise, sınırlar oluşturulurken istatistiksel karar teorisi kullanılır. Bayes karar kuralı, en büyük olabilirlik kuralı ve Neyman-Pearson kuralı [10, 11] iyi bilinen karar kurallarıdır.
Yapay sinir ağında, iki veya daha fazla katmanlı sinir ağının sigmoid transfer fonksiyonlarını kullanarak ardışıl ortalama  karesel hata (okh) optimizasyonu gerçekleştirilmektedir. Doğrusal ayırtaç, okh optimizasyonu kullanan doğrusal bir sınıflandırıcıdır. K-en yakın komşu, başarımı optimize edilmiş bir k değerini kullanarak örüntüyü komşular arasında çoğunluğa sahip gruba atama yapmaktadır. 
2.3. Sınıflandırıcı Başarımı

Sınıflandırıcıların başarımı çapraz sağlama yöntemi ile ölçülmüştür. Bu yöntemde, bir grup örnek öznitelik vektörü test amacı ile ayrılır ve sınıflandırıcı geri kalanların tümü kullanılarak eğitilir. Eğitim sonucunda, ayrılan vektörler ile sınıflandırıcı test edilir ve başarımı ölçülür. Sınıflandırıcı başarımı üç temel bileşene sahiptir: Hassasiyet (kanserli örneği kanserli olarak sınıflandırma oranı), belirleyicilik (iyi huylu örneği  iyi huylu olarak sınıflandırma oranı) ve genel başarım (kanser ve iyi huylu örnekleri doğru olarak sınıflandırma oranı). 

3. Sonuçlar ve Tartışma

Bu çalışmada, Wisconsin göğüs kanseri verilerini iyi/kötü huylu olarak ayırmak için kullanılan sınıflandırıcıların başarımları ölçülmüştür. Sınıflandırmada kullanılan öznitelik vektörü, ileri seçim yöntemi ile elde edilmiştir. Sınıflandırıcının orta eşik değeri için, en iyi genel başarım oranı (%98.63) iki ara katmanlı, birinci ve ikinci ara katmanlarında sırası ile 11 ve 7 düğüm bulunan ileri beslemeli yapay sinir ağı sınıflandırıcısı ile sağlanmıştır. Doğrusal ayırtaç  sınıflandırıcının genel başarım oranı ise %96.20 olarak hesaplanmıştır. Burada kıstas olarak kullanılabilecek olan 1-en yakın komşu sınıflandırıcı %96.60  genel başarım oranı vermiştir. Sınıflandırıcıların hassasiyet, belirleyicilik ve genel başarım oranları Tablo 1’de özetlenmiştir. 
Genel başarım oranlarına bakıldığında, sınıflandırıcılar arasında fazla fark gözükmemekte, ortalama hata %1.37 ile %3.80 arasında oluşmaktadır. İyi ve kötü huylu örneklerin bir kısmının, öznitelik uzayında aynı bölgede yer alması, bir başka deyişle, grupların bir miktar iç içe geçmiş olması bu sınıflandırma hatalarına yol açmaktadır. Yapay sinir ağının doğrusal olmayan yapısı sayesinde veriyi daha iyi genelleyebildiği başarım oranlarına bakılarak söylenebilir. Yapay sinir ağının hassasiyet (kötü huylu örnekleri doğru sınıflandırma) oranı, belirleyicilik (iyi huylu örnekleri doğru sınıflandırma) oranından çok az düşük olsa da diğer sınıflandırıcılardan belirgin olarak yüksek çıkmıştır. Bu durum, yapay sinir ağının kötü huylu örneklerin verisini daha iyi modelleyebildiğini göstermektedir.

2006 yılında Avrupa’da yaklaşık 3.191 milyon kanser vakası teşhis edilmiştir. En fazla görülen kanser, %13.5 (429900 vaka) ile göğüs kanseridir. Her yıl Avrupa’da 3.2 milyon yeni kanser vakası oluşacağı tahmin edilmektedir [12]. Bu kapsamda elde edilen verilerin otomatik olarak analiz edilmesi ve sınıflandırılması hem hastalar hem de sağlık sektörü açısından büyük önem taşımaktadır. İleride daha büyük veri tabanları ile gerçekleştirilecek çalışmalar bilgisayar destekli tanı sistemlerinin başarısını arttıracaktır.
Tablo 1. Kullanılan sınıflandırıcıların başarım oranları. 

	Sınıflandırıcı
	Hassasiyet (%)
	Belirleyicilik (%)
	Genel (%)

	Yapay Sinir Ağı
	98.03
	98.73
	98.63

	Doğrusal Ayırtaç
	92.50
	98.20
	96.20

	1-En Yakın Komşu 
	95.98
	96.71
	96.60
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